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摘　 要： 在声纹识别研究中，针对声纹信号特征的表征能力不足，模型的识别准确率不高的问题，提出基于 ＣＮＮ 卷积神经网

络的声纹识别方法，使用能体现更多声音本质的 ＦＢａｎｋ 梅尔语谱图特征作为模型的输入；此外，大多数研究为提高识别率而

广泛使用多层堆叠的网络结构，使得网络参数量与计算量较大，难以部署到计算资源和存储资源紧缺的边缘智能设备。 为

此，提出采用分组卷积的方式对 ＣＮＮ 标准主干网络结构进行优化，降低网络参数量和计算量；同时为了保证网络模型的识别

准确率，采用 ＣＢＡＭ 注意力机制进一步优化网络，使其关注通道和空间中更有价值的地方。 经实验验证，所提方法有较高的

声纹识别准确率，且相较于标准 ＣＮＮ，优化后的模型参数量与计算量均有较大程度的减少。
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０　 引　 言

声纹识别作为一种生物体个体识别方式，可以

传达一个人的特征相关的信息，识别说话人的身

份［１］。 与其他生物特征识别技术相比，声纹识别具

有非接触、操作简单、成本节约等优点，因而被普遍

运用于各个领域。 例如：公安部门刑事侦查时，采用

声纹识别进行说话人辨认，以便缩小犯罪嫌疑人的

搜查范围；银行认证或者手机语音助手识别机主时，
使用声纹识别来对目标人物的身份进行确认等。

由于声纹识别技术被广泛运用于各个领域，因
此其发展也引起了人们的高度重视［２］。 在声纹识

别领域中，传统的主流识别模型有：高斯混合－通用

背 景 模 型 （ Ｇａｕｓｓｉａｎ Ｍｉｘｔｕｒｅ Ｍｏｄｅｌ － Ｕｎｉｖｅｒｓａｌ



Ｂａｃｋｇｒｏｕｎｄ Ｍｏｄｅｌ， ＧＭＭ－ＵＢＭ） ［３］、高斯混合－支持

向量机模型（Ｇａｕｓｓｉａｎ Ｍｉｘｔｕｒｅ Ｍｏｄｅｌ－Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｍａｃｈｉｎｅ，ＧＭＭ－ＳＶＭ） ［４］、联合因子分析（Ｊｏｉｎｔ Ｆａｃｔｏｒ
Ａｎａｌｙｓｉｓ，ＪＦＡ） ［５］、ｉ－ｖｅｃｔｏ［６］ 等。 这类声纹识别模型

提取和使用的主要声纹特征是梅尔频率倒谱系数

ＭＦＣＣ［７］。 该特征在提取过程中经过了 ＤＴＣ 线性变

换，损失了声音信号中原有的部分非线性特征，导致

表征能力不够强；且此类模型忽略了说话人特征与

信道特征的相关性，缺乏对信道多变性的补偿能力，
导致泛化能力不强，鲁棒性差，识别准确率不高［８］。

随着深度学习技术的不断发展，体现出了各种

优良特性。 如：可以进行深层次的非线性变换，提取

足够多的特征，使模型具有超强的特征学习和表达

能力；能够通过分层特性提升特征的鲁棒性，使模型

不容易受到噪声信号的干扰；易迁移性使模型具有

较强的泛化能力等。 这些特性使得深度学习技术非

常适合进行复杂声音信号的处理和建模，因此学术

界存在较多的基于 ＬＳＴＭ、ＲＮＮ 以及 ＣＮＮ 等深度学

习网络模型进行声纹分类识别的研究：如文献［９］
根据深度学习在语音识别中的优缺点，分析了语音

识别技术的发展前景和挑战；文献［１０］通过多层

ＴＤＮＮ（时间延迟神经网络）和 ＬＳＴＭ（长短期记忆）
深度神经网络的组合实现语音识别；文献［１１］提取

Ｍｅｌ－Ｆｒｅｑｕｅｎｃｙ 倒谱系数进行评估，使用支持向量机

在两个不同的数据集上进行训练和测试等。 但是这

些深度学习神经网络模型在进行分类识别时，为了

取得更好的识别效果，一般会不断增加网络模型卷

积层的深度与宽度，使得模型参数量与计算量过大，
难以在一些存储和计算资源受限制的边缘智能设备

上部署应用。
针对以上问题，本文提出采用 ＦＢａｎｋ 梅尔语谱

图作为表征声音信号的特征，搭建经过改进和优化

的卷积神经网络模型（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＣＮＮ）作为说话人识别模型。 即：在标准 ＣＮＮ 结构

基础上，通过分组卷积的方式优化 ＣＮＮ 标准卷积结

构。 同时采用注意力机制［１２］ （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂｌｏｃｋ
Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ，ＣＢＡＭ）对网络进行进一步优化，
使得网络关注更加重要的特征，在达到较高识别效

率的同时减少参数量、计算量以及网络模型大小。

１　 声纹特征与卷积神经网络

１．１　 声纹特征

根据奈奎斯特定理，在进行采样时，采样频率需

要达到 ２ 倍以上的最高信号采集频率，才能确保信

号不会失真［１３］。 本文使用的语音信号数据集为保

证信号质量，将采样频率设置为 １６ ｋＨｚ，即每秒约

１６ ０００ ｂｙｔｅ的样本数据量。 数据量较大，若直接输

入神经网络模型会增大网络模型的负担，因此通常

先提取语音数据的声纹特征，然后将其作为模型的

输入或输出。
本文提取语音数据的 ＦＢａｎｋ 梅尔语谱图作为

声纹特征。 ＦＢａｎｋ 特征提取算法类似于人耳的方式

对音频进行处理，拟合人耳接收声音信号的特性，因
此提取到的声纹特征更多的保留了声音信号的本

质。 与传统模型常使用的 ＭＦＣＣ 特征相比，ＦＢａｎｋ
特征没有应用离散余弦变化进行去相关处理，其计

算量更小且特征相关度更高，包含更多的信息。 将

其用于声纹识别，能够达到更好的识别准确率。
ＦＢａｎｋ 特征提取算法过程如图 １ 所示：首先进行预

加重对语音高频部分进行增益，然后进行分帧及加

窗得到短时信号，最后再经过短时傅里叶变换

（ＳＴＦＴ）、Ｍｅｌ 滤波、取对数等运算得到最终的 ＦＢａｎｋ
梅尔语谱图特征。

取平方

Mel滤波取对数FBank特征

预加重、
分帧、加窗 FFT

图 １　 ＦＢａｎｋ 特征提取流程

Ｆｉｇ．１　 ＦＢａｎｋ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｐｒｏｃｅｓｓ

　 　 由于上述得到的信号仅仅是语音在时域上的表

现，而看不出其在频域上的特征，因此接下来通过

ＳＴＦＴ 将信号对应地转换为频域上的能量分布。 具

体实现过程如下：
（１）短时傅里叶变换（ ＳＴＦＴ）过程如式（１）所

示：

ＳＴＦＴ（ ｔ，ｆ） ＝ ∫¥

－¥

ｘ（τ）ｈ（τ － ｔ）ｅ － ｊ２πｆτｄτ （１）

　 　 （２）计算能量谱

经过 ＳＴＦＴ 变换后的信号是频域信号，由于其

在不同的频带范围内的能量大小不同，因此需要分

别计算出语音信号对应的能量谱。
（３）Ｍｅｌ 滤波

由于人耳对低频的语音信号比较敏感，对高频

信号相对不敏感。 为了模拟人耳的这种特性，将频

率映射到梅尔频率，梅尔频率与频率之间的关系如

式（２）所示：

Ｍｅｌ（ ｆ） ＝ ２ ５９５·ｌｎ（１ ＋ ｆ
７００

） （２）
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式中： ｆ 代表原本的频率，Ｍｅｌ 代表转换后的梅尔频

率。 此外，为了使得频谱更加平滑，同时消除谐波对

信号的影响，接下来对信号进行 Ｍｅｌ 滤波：首先定

义一组滤波器组，然后将步骤（３）生成的能量谱通

过该滤波器组进行滤波。 三角滤波器的频率响应定

义为：

Ｈｍ（ｋ） ＝

０，　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 ｋ ＜ ｆ（ｍ － １）
２（ｋ － ｆ（ｍ － １））

（ ｆ（ｍ ＋ １） － ｆ（ｍ － １））（ ｆ（ｍ） － ｆ（ｍ － １））
，　 ｆ（ｍ － １） ≤ ｋ ≤ ｆ（ｍ）

２（ ｆ（ｍ ＋ １） － ｋ）
（ ｆ（ｍ ＋ １） － ｆ（ｍ － １））（ ｆ（ｍ） － ｆ（ｍ － １））

， ｆ（ｍ） ≤ ｋ ≤ ｆ（ｍ ＋ １）

０，　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 ｋ ≥ ｆ（ｍ ＋ １）

ì

î

í

ï
ï
ï
ï

ï
ï
ïï

（３）

式中：∑
Ｍ－１

ｍ ＝ ０
Ｈｍ（ｋ） ＝ １。

（４）对数运算

得到Ｍｅｌ 滤波结果后，对其进行取对数操作，将信

号在低能量处的差异放大。 取对数的计算公式如下：

ｓ（ｍ） ＝ ｌｎ（∑
Ｎ－１

ｋ ＝ ０
Ｘａ（ｋ） ２Ｈｍ（ｋ））， ０ ≤ ｍ ≤ Ｍ （４）

　 　 经过对数运算后得到的结果即为 ＦＢａｎｋ 梅尔

语谱图特征，最终将其以图像格式作为神经网络模

型的特征输入。
１．２　 卷积神经网络

ＣＮＮ 卷积神经网络是一种经典的深度学习模

型，其主要用于图像识别、图像分类、目标检测等计

算机视觉领域［１４］。 其在计算机视觉中的成功应用

使其成为了当前最为流行的深度学习模型之一。
ＣＮＮ 的核心思想是利用卷积操作进行特征提

取。 卷积操作是一种局部感知机制，其可以通过滑

动一个卷积核在输入图像上进行卷积计算，从而提

取图像中的局部特征。 卷积操作的输出称为特征图

（Ｆｅａｔｕｒｅ Ｍａｐ），并且通过不同的卷积核，可以提取

出不同的特征。 ＣＮＮ 通常包含多个卷积层、池化

层、全连接层等模块。 其中卷积层用于提取特征，池
化层用于降低特征图的空间尺寸，全连接层用于分

类或回归任务。 其主干网络结构如图 ２ 所示。

输入层 卷积层 池化层 卷积层 池化层 全连接层 输出层

图 ２　 ＣＮＮ 网络结构图

Ｆｉｇ． ２　 ＣＮＮ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 在卷积层中，卷积核会对输入数据进行卷积计

算，然后通过激活函数进行非线性变换。 在池化层

中，常见的方法包括最大池化和平均池化，其可以有

效地减少特征图的空间尺寸。 在全连接层中，所有

特征都会被压缩成一个向量，并通过 Ｓｏｆｔｍａｘ 函数

进行分类。 ＣＮＮ 在图像识别、目标检测等领域表现

优异，其主要优势在于其可以利用卷积操作进行局

部感知和参数共享，从而提高模型的准确性和泛化

能力，因此本文也以 ＣＮＮ 为基础，建立识别模型对

人的语音进行识别。

２　 改进的声纹识别算法

针对 ＣＮＮ 标准网络结构应用于声纹识别领域

时存在参数量与计算量大、准确率不高的情况，本文

对网络进行了以下优化：一是在不损失精度的前提

下，对网络结构进行分组优化以减小参数量、计算

量；二是通过 ＣＢＡＭ 注意力机制，在几乎不增加网

络负担的情况下，使网络关注通道和空间中更需要

关注的地方，进一步增强 ＦＢａｎｋ 特征的表征能力，
增加说话人身份识别的精确率。
２．１　 分组卷积优化网络结构

ＣＮＮ 标准卷积是一种全通道卷积，即每个卷积

核分别与所有的输入特征图组卷积，这样的卷积方

式产生的参数较多。 因此本文采用分组卷积［１５］ 的

方式，对标准主干网络卷积层进行优化，分组卷积结

构如图 ３ 所示。 将输入层的特征图分为 Ｇ 组，对应

Ｇ 个过滤器组，每个过滤器组包含 Ｄｏｕｔ ／ Ｇ 个过滤器，
即最终每个过滤器组都将输出 Ｄｏｕｔ ／ Ｇ 个通道，整体

共输出的通道数同标准卷积一样为： Ｇ∗Ｄｏｕｔ ／ Ｇ ＝
Ｄｏｕｔ。 但在每个过滤器组中，其深度仅为标准卷积

的 Ｄｉｎ ／ Ｇ， 大大降低了卷积的计算量和参数量。
　 　 两种卷积方式具体的参数量与计算量计算过程

如下。 标准卷积的参数量计算过程如式（５）所示，
标准卷积的计算量计算如式（６）所示。

ＰＳＣ ＝ Ｋ２ × Ｃ０ × Ｃ１ （５）
ＦＳＣ ＝ （２ × Ｋ２ × Ｃ０ － １） × Ｈ × Ｗ × Ｃ１ （６）

　 　 其中， Ｋ 为卷积核大小； Ｃ０ 为输入通道数； Ｃ１

为输出通道数； Ｈ 、 Ｗ 表示输出特征图的尺寸大小。
采用分组卷积对输入特征图进行卷积时的参数
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量计算过程如式（７）所示，分组卷积计算量的计算

如式（８）所示。

　 　 　 　 　 　 ＰＧＣ ＝ Ｋ２ ×
Ｃ０

Ｇ
×
Ｃ１

Ｇ
× Ｇ （７）

　 ＦＧＣ ＝ （２ × Ｋ２ ×
Ｃ０

Ｇ
＋ １） × Ｈ × Ｗ ×

Ｃ１

Ｇ
é

ë
ê
ê

ù

û
ú
ú
× Ｇ （８）

　 　 其中各符号含义与公式（５）、公式（６）相同。

Outputfeaure
group2

Filtergroup1

Filtergroup2

Outputfeature
group1

Inputfeature
groups

Filtergroups Outputfeature
groups

图 ３　 分组卷积结构示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｇｒｏｕｐｉｎｇ ｃｏｎｖｏｌｕｔｉｏｎ ｓｔｒｕｃｔｕｒｅ

　 　 根据以上公式可以推出：经过分组卷积后网络

的计算量和参数量与分组数 Ｇ 成反比，Ｇ 越大，计算

量与参数量越小。 因此本文在标准 ＣＮＮ 网络结构

的基础上构建了改进的 ＣＮＮ 网络结构。
首先搭建基础的标准网络结构，其中包括 ３ 个

卷积模块、一个全连接模块，每一个卷积模块后紧跟

一个 ２×２ 的 ＭａｘＰｏｏｌｉｎｇ 池化层以减少参数量。 网

络各层参数设置为： Ｃｏｎｖｏｌｕｔｉｏｎ１ 采用 ２４ 个 ５×５ 的

卷积核，步长 ｓｔｒｉｄｅ 为 １，填充尺寸 ｐａｄｄｉｎｇ 为 ２；
Ｃｏｎｖｏｌｕｔｉｏｎ２ 与 Ｃｏｎｖｏｌｕｔｉｏｎ３ 分别采用 ６４、１２８ 个大

小为 ５×５ 的卷积核，ｓｔｒｉｄｅ 及 ｐａｄｄｉｎｇ 与 Ｃｏｎｖｏｌｕｔｉｏｎ１
一致。 损失函数采用交叉熵函数 ＣｒｏｓｓＥｎｔｒｏｐｙＬｏｓｓ。

在这个基础网络结构的基础上，保持卷积核个数、池
化层大小、卷积步长等参数不变，对 ３ 个卷积模块的

卷积层进行分组卷积。 Ｃｏｎｖｏｌｕｔｉｏｎ１ 分为 ３ 组，
Ｃｏｎｖｏｌｕｔｉｏｎ２ 分为 ８ 组，Ｃｏｎｖｏｌｕｔｉｏｎ３ 分为 ８ 组。 经

过分组后，每个卷积层的参数量与计算量均为标准

卷积的 １ ／ Ｇ。
２．２　 ＣＢＡＭ 提高识别准确率

采用分组卷积的方式优化的 ＣＮＮ 网络，由于减

少了网络的参数量和计算量，使得每个组内的卷积

核参数只能共享在组内，而不能跨组共享，这可能会

导致网络的表达能力受限。
因此，本文采用 ＣＢＡＭ 注意力机制对分组卷积

造成的这一缺陷进行补足。 ＣＢＡＭ 是一种通用的注

意力机制，适用于卷积神经网络 （ＣＮＮ） 中的不同

层［１２］。 ＣＢＡＭ 的主要目的是根据不同的特征通道

（Ｃｈａｎｎｅｌ）和空间位置（Ｓｐａｔｉａｌ）分别进行注意力加

权，以提高 ＣＮＮ 的性能和准确性。
如图 ４ 所示，ＣＢＡＭ 注意力机制由两个子模块

组成：通道注意力模块和空间注意力模块。 这两个

子模块都是在卷积神经网络中的每个卷积层后添加

的，其作用如下：
通道注意力模块的作用是让网络关注哪些通道

对于特定任务是最重要的。 其通过全局池化层将每

个通道的特征图压缩成一个标量，并通过一个全连

接层（ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒ）将其映射到一个较小的

维度。 这个映射向量可以视为每个通道的重要性分

数，其经过 Ｓｏｆｔｍａｘ 函数进行归一化，以产生一个加

权的特征图，然后与输入特征图相乘，以产生最终的

特征图。

ChannelAttentionModule
MaxPool

AvgPool

SharedMLPInputfeatureF
ChannelAttentionMC

SpatialattentionMF

SpatialAttentionModule

convlayer

Channel-refined[Maxpool,Avgpool]
featrueF′

图 ４　 ＣＢＡＭ 算法示意图

Ｆｉｇ． ４　 ＣＢＡＭ ａｌｇｏｒｉｔｈｍ ｄｉａｇｒａｍ
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　 　 空间注意力模块的作用是让网络关注哪些空间

位置对于特定任务是最重要的。 其通过卷积层和池

化层来捕捉特征图中的空间关系，并将其映射到一

个加权的特征图。 该模块包含两个分支：一个分支

执行平均池化操作，另一个分支执行最大池化操作。
这两个分支提取的特征图被级联起来，并通过卷积

层进行处理，然后经过 Ｓｉｇｍｏｉｄ 函数进行归一化，以
产生一个空间注意力图。 这个空间注意力图与输入

特征图相乘，以产生最终的特征图。
最后，通道注意力模块和空间注意力模块的输

出都被乘以归一化的缩放因子（Ｓｃａｌｉｎｇ Ｆａｃｔｏｒ），以
确保输入特征图的值范围不会发生显著的变化。 缩

放因子的计算方式：是将注意力加权特征图进行全

局平均池化，然后将结果通过一个全连接层和一个

ＲｅＬＵ 函数进行处理，得到一个正的缩放因子。
总之，ＣＢＡＭ 注意力机制通过自适应地调整每

个特征通道和空间位置的权重，可以增强卷积神经

网络的特征表示能力。 这种机制不会显著增加计算

成本，因为其只是在每个卷积层后添加一个小的注

意力模块。 因此根据以上理论依据，本文在分组卷

积网络的最后一个卷积模块加上了 ＣＢＡＭ 注意力

机制，得到最终改进的 ＣＮＮ 网络结构如图 ５ 所示。
该网络能在几乎不增加参数量的情况下，使得网络

的准确率得到进一步的提高。

Cbam_block

input Conv1 2?2MaxPool1 Conv2 2?2MaxPool2 Conv3 2?2MaxPool3

Adaptive-
Avgpool Conv4 Conv5 sigmoid Channel-

Attention
Conv6sigmoid Spatial-

Attention
CBAM Fully

connected

图 ５　 改进的 ＣＮＮ 网络结构示意图

Ｆｉｇ． ５　 Ｉｍｐｒｏｖｅｄ ＣＮＮ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

３　 实验验证及分析

３．１　 实验平台

本实验在深度学习框架 Ｐｙｔｏｒｃｈ 下进行。 操作

系统为 Ｕｂｕｎｔｕ１６．０４ＬＴＳ。 计算机硬件配置参数为：
２０８０ＴｉＧＰＵ、３２ ＧＢ ＲＡＭ、１６ ＧＢ 显存。
３．２　 实验数据集

实验采集的语音数据集为 Ｆｒｅｅ ＳＴ Ｃｈｉｎｅｓｅ
Ｍａｎｄａｒｉｎ Ｃｏｒｐｕｓ，由 Ｓｕｒｆｉｎｇｔｅｃｈ 中文普通话语料库

免费提供［１６］。 该数据集由 ８５５ 位说话人的语音组

成，每位说话人包含 １２０ 个时长为 ３ ～ ４ｓ 的语音片

段。 语音采样频率为 １６ ０００ Ｈｚ。

本文实验分别将语料库中每位说话人的 １２０ 个

语音片段按照 ８ ∶ ２ 的比例划分出训练集和测试集，
其中每位说话人的训练集语音片段个数为 ９６，测试

集为 ２４。
３．３　 实验设计

１）提取特征

如图 ６ 所示是不同说话人的语音提取出的

ＦＢａｎｋ 梅尔语谱图特征。 由于不同说话人语音信号

的梅尔语谱图存在差异，经过处理后输入网络模型

中的每幅梅尔语谱图大小为 ２５６×２５６。
　 　 ２）对比实验

为了验证本文提出的声纹识别方法在减少网络
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模型参数量、计算量的同时取得较高准确率的有效

性，本文设计了 ３ 个对比实验：实验一采用标准的

ＣＮＮ 网络，３ 个卷积模块加上对应的 ＭａｘＰｏｏｌｉｎｇ 池

化层，最后是全连接层，提取及采用的特征为大量研

究中常使用的 ＭＦＣＣ 特征；实验二同样采用标准的

基础 ＣＮＮ 网络结构，提取及采用的特征为 ＦＢａｎｋ 特

征；实验三为改进后的 ＣＮＮ 网络结构，提取及采用

的特征为 ＦＢａｎｋ。
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　 　 　 （ａ）说话人 Ａ 梅尔语谱图　 　 　 　 　 　 　 　 　 　 （ｂ） 说话人 Ｂ 梅尔语谱图

图 ６　 两位说话人梅尔语谱图对比

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｍｅｉｒ ｓｐｅｃｔｒｏｇｒａｍ ｂｅｔｗｅｅｎ ｔｗｏ ｓｐｅａｋｅｒｓ

　 　 为了进一步证明本文改进的 ＣＮＮ 网络模型对

声纹识别的有效性和鲁棒性，设计了实验四。 该实

验将前 ３ 个实验使用的测试集语音数据叠加高斯白

噪声后，再提取相对应 ＦＢａｎｋ 特征，作为网络模型

的测试集输入，加噪前后的 ＦＢａｎｋ 特征对比如图 ７
所示。
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　 　 　 （ａ） 加噪前 ＦＢａｎｋ 特征　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 加噪后 ＦＢａｎｋ 特征

图 ７　 加噪前后 ＦＢａｎｋ 特征对比图

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＦＢａｎｋ ｆｅａｔｕｒｅｓ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｎｏｉｓｅ

３．４　 实验结果及分析

３．４．１　 参数量与计算量分析

根据公式（５） ～公式（８）以及实验得出改进后

的 ＣＮＮ 网络与标准 ＣＮＮ 网络参数量、计算量及模

型大小的对比见表 １，改进后的相对减少百分比见

表 ２。 实验结果表明，优化后的 ＣＮＮ 网络在一定程

度上减少了计算资源与存储资源花销。

表 １　 标准 ＣＮＮ 与改进 ＣＮＮ 各参数量

Ｔａｂｌｅ １　 Ｓｔａｎｄａｒｄ ＣＮＮ ａｎｄ ｉｍｐｒｏｖｅｄ ＣＮＮ ｐａｒａｍｅｔｅｒｓ

模型 参数量 计算量 模型大小 ／ ＭＢ

标准 ＣＮＮ １ ５５５ ９４６．０ １２ ６９８ ２５５ ３６０．０ ５．９５２

改进 ＣＮＮ １ ３４６ １４０．０ １ ７９４ ９８２ ９１２．０ ５．１３５

表 ２　 改进 ＣＮＮ 计算量及参数量相对减少百分比

Ｔａｂｌｅ ２ 　 Ｒｅｌａｔｉｖｅ ｒｅｄｕｃｔｉｏｎ ｐｅｒｃｅｎｔａｇｅ ｏｆ ｔｈｅ ｉｍｐｒｏｖｅｄ ＣＮＮ

ＦＬＯＰＳ ａｎｄ ｐａｒａｍｓ

对比参数 相对减少百分比 ／ ％

计算量 ８５．８６

参数量 １３．４８

模型大小 １３．７３

３．４．２　 损失值与准确率分析

对 ３． ２ 小节划分的测试与训练数据集进行

ＭＦＣＣ、ＦＢａｎｋ 特征提取，然后分别使用实验一（ＣＮＮ＿
ＭＦＣＣ）、实验二（ＣＮＮ＿ＦＢａｎｋ）、实验三（改进 ＣＮＮ＿
ＦＢａｎｋ）中的网络模型进行训练，各模型的损失值以

及准确率与迭代次数之间的关系如图 ８ ～ 图 １０ 所

示。 通过对比 ３ 个实验的 Ｌｏｓｓ 曲线可以看到，３ 组
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实验最终都能收敛，但实验三与实验二的收敛速度

均比实验一的收敛速度更快；而实验二与实验三的

收敛速度相当，说明 ＦＢａｎｋ 特征有更好的表征能

力，使得模型得以快速收敛。
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（ａ） 损失值变化曲线　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 准确率变化曲线

图 ８　 实验一损失值与准确率变化曲线

Ｆｉｇ． ８　 Ｅｘｐｅｒｉｍｅｎｔ １ Ｌｏｓｓ ｖａｌｕｅ ａｎｄ Ａｃｃｕｒａｃｙ ｃｕｒｖｅ
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（ａ） 损失值变化曲线　 　 　 　 　 　 　 　 　 　 　 （ｂ） 准确率变化曲线

图 ９　 实验二损失值与准确率变化曲线

Ｆｉｇ． ９　 Ｅｘｐｅｒｉｍｅｎｔ ２ ｌｏｓｓ ｖａｌｕｅ ａｎｄ ａｃｃｕｒａｃｙ ｃｕｒｖｅ

　 　 通过对比 ３ 个实验的 ａｃｃｕｒａｃｙ 曲线（如图 ８～图

１０ 所示）和最终的识别准确率（见表 ３）可以看出，
实验三的准确率比实验一高 ２．６６％，而实验三在参

数量、计算量少于实验二的情况下，准确率比实验二

高 ０．７２％，说明本文对标准网络进行分组卷积以及

添加 ＣＢＡＭ 注意力机制的改进效果良好。
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　 　 　 （ａ） 损失值变化曲线　 　 　 　 　 　 　 　 　 　 （ｂ） 准确率变化曲线　 　
图 １０　 实验三损失值与准确率变化曲线

Ｆｉｇ． １０　 Ｅｘｐｅｒｉｍｅｎｔ ３ Ｌｏｓｓ ｖａｌｕｅ ａｎｄ Ａｃｃｕｒａｃｙ ｃｕｒｖｅ
表 ３　 各实验模型分类识别准确率

Ｔａｂｌｅ ３　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｎｄ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｅａｃｈ ｅｘｐｅｒｉｍｅｎｔａｌ
ｍｏｄｅｌ

Ｍｏｄｅｌ Ａｃｃ ／ ％
ＣＮＮ－ＭＦＣＣ ９６．４１
ＣＮＮ－ＦＢａｎｋ ９８．３５

改进 ＣＮＮ－ＦＢａｎｋ ９９．０７
改进 ＣＮＮ－加噪语音 ９７．２２

　 　 同时，通过观察实验四测试集的准确率与损失

值曲线（如图 １１）可以看到，模型最终也能够逐渐收

敛，并且准确率能够达到 ９７．２２％（见表 ３），说明本

文提出的模型对声纹识别具有一定的有效性及鲁棒

性。

６４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　
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图 １１　 实验四损失值与准确率变化曲线

Ｆｉｇ． １１　 Ｅｘｐｅｒｉｍｅｎｔ ４ Ｌｏｓｓ ｖａｌｕｅ ａｎｄ Ａｃｃｕｒａｃｙ ｃｕｒｖｅ

４　 结束语

本文将 ＣＮＮ 应用于 ＦＢａｎｋ 梅尔语谱图实现声

纹识别，从提高网络运算效率和增强声纹特征的表

征能力 ２ 个方面对 ＣＮＮ 进行改进，提出采用分组卷

积以及增加 ＣＢＡＮ 注意力机制的方式实现对 ＣＮＮ
的优化。 实验结果表明，与优化前比较网络参数量

减少了 １３．４８％，计算量减少了 ８５．８６％，网络模型大

小减少了 １３．７３％，准确率达到了 ９９．０７％，且网络模

型具有一定的抗干扰能力，在声纹识别方面具有较

好的识别效果。
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